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要旨： 沖縄県の中部に位置する沖縄局と与那城局のポテンシャルオゾン濃度（PO）の変動を日内変動パターンと季節依

存の変動幅の積によって表現される日内変動成分と季節変動成分の和で表すモデル構築を試みた．このモデルを構築す

るためのパラメータ推定のためにベイズ推論に用いられる手法であるマルコフ連鎖モンテカルロ法（MCMC）を用いて

推定を行った．PO の季節変動成分は春に高く，夏に濃度低下し，秋から冬にかけて上昇する傾向がみられた．PO の日変

動パターンは 6 時から上昇した濃度は 12－13 時ごろに最大値を示した後徐々に減少するという動きであった．また，日

変動パターンの変動幅は沖縄局で 5 ppb 程度であり，与那城局はその半分程度であった．季節によるオゾン生成能の変化

について，沖縄局では明瞭な変化が確認できず，与那城局では夏季に増大する傾向があるものの，推定値の不確実性が高

いためはっきりとした結論は出せなかった．また，モデルによる予測分布と観測データの分布を比較するとデータの大ま

かな傾向を捉えてはいるものの，分布の多峰性までは再現できておらず，更なる改良の余地があることが分かった． 
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Ⅰ はじめに 

光化学オキシダント（以下，Ox）は光化学反応によっ

て生じるオゾンなどの酸化性物質の総称である．近年の

沖縄県の大気常時監視測定結果では PM2.5 も含めほとん

どの環境基準は達成できる傾向にあるが，Ox のみは依然

として環境基準を達成することが厳しい状況にある．Ox

の環境基準達成状況は全国的にも低水準であり，2018 年

度（平成 30 年度）では全国の測定局 1,183 局のうち環境

基準を達成した局は 1 局のみとなっている 1)．沖縄県の

Ox の環境基準超過の要因は越境大気汚染によるものが

その主な原因と考えられているが，越境大気汚染の影響

が定量的にどの程度なのか把握することは困難であった．

板野・高倉(2011)の既報 2)によると，都市大気のオゾン濃

度についてバックグラウンド濃度（越境大気汚染を含む

季節の濃度変動）と時間変動（ローカルな Ox 生成）に

切り分けるベイズモデルが報告されている．なおオゾン

の濃度は一酸化窒素（NO）との反応により減少するため，

既報 2)の解析では観測されたオゾンの値をそのまま用い

るのではなく，この減少を打ち消したポテンシャルオゾ

ン（PO）を用いている．これを参考にして沖縄県のオゾ

ン濃度の解析を行ったのでその結果を報告する． 

 

Ⅱ 方法 
１．ベイズ推論 

ベイズ推論とは観測データ Yと未知のパラメータ Xに

ついて同時分布 p(X,Y)を構築し，データ Yが与えられた

時のパラメータ Xの条件付き分布 p(X|Y)を求めるという

枠組みのことである 3)．同時分布 p(X,Y)をパラメータ X

について積分すると次式のように周辺分布 p(Y)が得られ

る． 

𝑝(𝑌) = ∫ 𝑝(𝑋, 𝑌) 𝑑𝑋  (1) 

条件付き分布 p(X|Y)は同時分布 p(X,Y)と周辺分布 p(Y)に

よって次式のように表せる． 

𝑝(𝑋|𝑌) =
𝑝(𝑋, 𝑌)

𝑝(𝑌)
 (2) 

また，同様にパラメータ Xが与えられた時のデータ Yの

条件付き分布 p(Y|X)を考えることもでき，次式のように

表せる． 

𝑝(𝑌|𝑋) =
𝑝(𝑋, 𝑌)

𝑝(𝑋)
 (3) 

式(1)－(3)の 3 つを組み合わせることでいわゆるベイズ

の定理と呼ばれる次の式を導くことができる． 

𝑝(𝑋|𝑌) =
𝑝(𝑌|𝑋)𝑝(𝑋)

𝑝(𝑌)
=

𝑝(𝑌|𝑋)𝑝(𝑋)

∫ 𝑝(𝑋, 𝑌)𝑑𝑋
 (4) 

このとき p(Y|X)は尤度または確率モデル，p(X)は事前分

布，p(X|Y)は事後分布と呼ばれる．また，分母の周辺分布

p(Y)は分子を積分計算することで得られるため，推論に

必要な事後分布は尤度と事前分布を設定することで得ら

れる．ただし，事後分布の導出は式(4)の分母の積分計算

が複雑となることが多く，ほとんどの場合に解析的には

求まらない．そのような場合の事後分布の近似手法とし

沖縄県衛生環境研究所報　第54号（2020）

- 92 -



てマルコフ連鎖モンテカルロ法（Mankov Chain Monte 

Carlo：以下，MCMC）や変分ベイズ法などが用いられる．

MCMC は乱数を用いて多数のサンプリングを繰り返す

ことにより目的の事後分布を得る方法である．MCMC は

大気環境の分野でもベイズによるモデリングの際に事後

分布を得る方法として用いられている 2,4-6)．変分ベイズ

法は解析的には求まらない事後分布を簡単に計算可能な

近似分布に置き換え，ある基準と制約の下で元の事後分

布との差を最小化することで近似の事後分布を得る方法

である．今回は事後分布を得る方法として，MCMC を用

いる． 

 

２．解析に用いたデータ 

沖縄県の中部に位置する測定局である沖縄局と与那城

局を対象とした（図1）．対象測定局における測定項目Ox，

NO2，NOx の 2013－2017 年度までの 1 時間値を用いた．

データは国立環境研究所が公開している環境数値データ

ベースの大気環境の時間値データ 7)を利用した．これら

のデータから PO を次の式より算出した． 

PO = [O3] + [NO2] − 𝛼[NOx] (5) 

αは一時排出窒素酸化物（NOx）中の二酸化窒素（NO2）

の比率であり，これまでの報告 2,8,9)と同様に 0.1とした．

POを算出した後はMCMC計算の収束の向上を狙い平均

が 0，分散が 1 になるように PO データを正規化した． 

 

３．モデルの概要 

板野・高倉(2011)のモデルでは観測されるオゾンの濃

度は日内変動と季節変動の合成によって表されるとして

いる．板野・高倉(2011)では都市毎に同年度の 5 地点の

データを用いて解析を行っているが，本報告では年度毎

の特徴ではなく地点の持つ特徴を見るために 1 地点の

2013 年度から 2017 年度のデータを使用して解析を行っ

ている． 

解析には Anaconda社が提供している Anacondaディス

トリビューション(https://www.anaconda.com)により解析

環境を構築し，プログラミング言語 Python（3.6.8）とベ

イズ推論ライブラリ PyMC3（3.7）を使用した．その他の

ライブラリについては表 1 を参照．ただし，使用したコ

ンピュータのメモリ不足により計算できなかった際には

Web 上で利用可能なクラウド環境 Google Colaboratory

（ https://colab.research.google.com/notebooks/welcome.ipyn

b?hl=ja）を使用した．データの整形と MCMC を実行する

際の Python コードはこの報告の付録に掲載する．PyMC3

のコードについては PyMC3 公式ドキュメント

（https://docs.pymc.io/）にて使い方が確認できるほか，

MCMC 計算実行についての和書は中妻（2019）の書籍が

参考になる 10)． 

 モデルの詳細について，真の PO 濃度（𝐶𝑚ℎ）が月によ

り変化する季節変動成分（𝐴𝑚）と日内変動成分（𝐵𝑚 × 𝐷ℎ）

の和で表されるとした（式(6)）．日内変動成分について，

変動パターン（𝐷ℎ）は月に依存しないとし，その変動幅

（𝐵𝑚）は月に依存するとしてその積で表している．観測

値（𝑂𝑚ℎ）は真の濃度𝐶𝑚ℎを平均とし，σを標準偏差とす

る正規分布（normal distribution，𝒩）に従うと仮定した（式

(7)）．σは観測誤差を考慮した誤差項である．この仮定が

前述した尤度を設定したことになる．𝐴𝑚と𝐵𝑚は 12 次元

ベクトル，𝐷ℎは 24 次元ベクトル，𝜎はスカラー，𝐶𝑚ℎは

12×24 の行列である． 

𝐶𝑚ℎ  =  𝐴𝑚 + 𝐵𝑚 × 𝐷ℎ (6) 

𝑂𝑚ℎ ~ 𝒩(𝐶𝑚ℎ, 𝜎) (7) 

𝐴𝑚 ~ 𝒰(−30, 30) (8) 

𝐵𝑚  ~ 𝒰(0, 10) (9) 

𝐷ℎ ~ 𝒰(0, 30) (10) 

図 1．測定地点（左）と同地点におけるポテンシャル

オゾン（PO）観測値（右）．◆は中央値，エラーバー

は 25－75%タイル値の範囲を表す． 

表 1．使用した Pythonと主なライブラリのバー

ジョン．解析環境で使用しなかったライブラリは

空欄としている． 
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𝜎 ~ 𝒰(0, 10) (11) 

(𝑚 =  1, ⋯ ,12, h = 1, ⋯ ,24) 

パラメータの事前分布について，全て一様分布（uniform 

distribution，𝒰）とし，式(8)－(11)のようにパラメータの

範囲を設定した．𝐵𝑚，𝐷ℎ，σは非負である必要があるた

め，0 未満にならないように範囲を設定した．また，板

野・高倉モデルの事前分布のパラメータの範囲に比べて

狭く設定しているが，これはパラメータの範囲の絶対値

が大きいと収束しない系列が発生したためであり，範囲

を絞ったのはその対策のためである． 

以上の条件によって定義されるモデルをモデル 1 とし

た．また，モデル 1 に変更点を加えたモデルを次のよう

定義する．モデル 2：標準偏差 σ が月毎に変動するとし

て，σをスカラーではなく 12次元ベクトルとしたモデル．

モデル 3：日内変動成分の月による変動幅を表すパラメ

ータ𝐵𝑚を全て 1 と固定したモデル．モデル 4：モデル 2

とモデル 3 の変更点を合わせたモデル． 

 パラメータ推定には PyMC3 のデフォルト設定であり

MCMC の手法の一つであるハミルトニアンモンテカル

ロ法 NUTS（No-U-Turn Sampler）を用いて 30,000 回の乱

数を生成した．MCMC の結果得られた分布を使用するた

めには MCMC 結果が収束している必要があるが，乱数

系列の初期は初期値の影響を受け収束していない可能性

があるためこれを除く必要がある． 

 そのため先程のサンプルの前に 5,000 点の乱数を生成

しバーンインとして除いている．また，MCMC サンプル

はしばしば自己相関が生じるが，この緩和には間引きを

行うことで対処ができる．得られた乱数 30,000 点から 10

点毎のサンプリングにより間引きし 3,000 点のデータと

図 2．各パラメータの事後分布（左）とそのトレース

プロット（右）．3 つの系列の事後分布はほぼ同じ形

状であり，トレースプロットの形状には変化がない． 

図 3．沖縄局における各パラメータの推定結果．◆は中央値，エラーバーは 95%確信区間の範囲を表す． 
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した．これを 1 つの系列とし，同様に 3 回繰り返し全

9,000 点のデータで得られる確率分布を事後分布とした．  

 

Ⅲ 結果および考察 
１．MCMC 計算の収束および妥当性の判定 

MCMC 計算の収束判定にはトレースプロットの形状

の確認や Gelman-Rubin の収束判定（R-hat）が用いられ

る 10)．図 2 に MCMC の結果得られた沖縄局のモデル 1

の場合の事後分布の確率密度関数（左図）とトレースプ

ロット（右図）を示す．注意点としてトレースプロット

は平均 0，分散 1 と規格化されているデータによる

MCMC サンプル形状に違いはなくほぼ同じ形状であり，

トレースプロットもある値の周りで推移しているため収

束していると判断できる．また，R-hat についてもすべて

のパラメータで 1.1 以内となっているため良好に収束し

ていると判断した．ここでは省略したが他のモデルや与

那城局のデータについても同様の結果が得られている． 

 

２．事後分布 

図 3 に沖縄局のデータ，図 4に与那城局データでのモ

デル 1－4 のパラメータ𝐴𝑚，𝐵𝑚，𝐷ℎ，σの推定結果を示

す．以下の議論は基本的に中央値を用いて行う．日内変

動パターン（𝐷ℎ）について，6 時から日中にかけて増加

し，12－13 時に最大値を示した後徐々に減少するという

特徴が 2 地点及び全てのモデルでみられた．沖縄局では

全てのモデルで最大値を示した時間が 13 時であり，モ

デル 1 では 5.1 ppb，モデル 2 では 4.5 ppb，モデル 3 で

は 4.5 ppb，モデル 4 では 4.3 ppb と推定された．与那城

局ではモデル 1－3 は 12 時に，モデル 4 は 13 時に最大

値を示し，モデル 1 では 2.2 ppb，モデル 2 では 1.6 ppb，

モデル 3 では 2.5 ppb，モデル 4 では 2.4 ppb と推定され

た．日内変動の変動幅（𝐵𝑚）について，沖縄局ではモデ

ル 1で 5月に最小値 0.73，8月に最大値 1.03と推定され，

モデル 2 では 5 月に最小値 0.75，8 月に最大値 1.12 と推

定されたが，95%確信区間の幅が大きくその重なりも考

慮すると季節による変動幅の変化があるとはいえない．

また，与那城局ではモデル 1で 11 月に最小値 0.38，8 月

に最大値 2.01 と推定され，モデル 2 では 11 月に最小値

0.48，8 月に最大値 2.76 と推定され季節による傾向があ

るようにも見えるが，沖縄局に比べて与那城局は 95%確

信区間の幅がさらに大きく不確実性が高いため，はっき

りとした結論は出せない．本報告で𝐵𝑚を固定したモデル

3，モデル 4 を導入したのはこれらの結果を受けて行っ

たものである．𝐵𝑚の推定値が既報
2)に比べて不確実性が

図 4．与那城局における各パラメータの推定結果．◆は中央値でエラーバーは 95%確信区間の範囲を表す． 
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大きいのは日内変動パターン（𝐷ℎ）が既報
2)では 12－13 

ppb 程度あるのに対し，本報告ではその半分以下である

ことがその原因ではないかと考えている．季節変動成分

（𝐴𝑚）について，3－4 月にかけて最高値を示した後に減

少に転じ，7 月に最低値を示すという変動が 2 地点及び

全てのモデルでみられた．この変動は過去の沖縄県の PO

の変動 11)とも一致しているため特徴をうまく抽出できた

と考えられる．標準偏差 σについて，沖縄局ではスカラ

ーと設定したモデル 1，3 の値に比べてベクトル化した

モデル 2，4 では 3－6 月と 9－10 月に値が増加し，与那

城局ではモデル 1，3 の値に比べてモデル 2，4 では 4－6

月と 9－10 月に値が増加した．これは増加した月の値の

ばらつきが大きいことを意味している．この意味につい

ては後述する． 

 

３．WAIC によるモデルの比較 

2 つの測定局に対して 4 種類のモデルを作成しそのパ

ラメータの事後分布を確認したが，どのモデルが良いモ

デルといえるだろうか．一般的にモデルのパラメータを

増やすとデータに対しての当てはまりは増す一方，デー

タの要約という観点や本来当てはめを行いたくないノイ

ズのようなものにまで過剰に適合する恐れがある．この

ような問題に対する一つの解決策として情報量規準があ

る．有名な規準として AIC（赤池情報量規準，Akaike 

 

 

 

Information Criterion）があり，データへの当てはまりとパ

ラメータ数のバランスを満たすようなモデルの選択が可

能となる．本報告ではベイズ推論によるモデル構築を行

っていることから，AIC のベイズ版といえる WAIC（広

く使える情報量規準，Widely Applicable Information 

Criterion または渡辺－赤池情報量規準，Watanabe-Akaike 

Information Criterion ）  12,13)を用いてモデルを評価する．

WAIC の計算結果を表 2 と図 5 に示す． 

WAIC の観点で良いモデルとは WAIC の数値が他のモ

デルと比べて小さいモデルである．沖縄局ではモデル 4，

与那城局ではモデル 2がWAICの観点から良いモデルと

なった．ただし，モデル 2 と 4 の差は図 5 の標準誤差の

エラーバーの範囲が重なっていることからも分かるよう

にその差がわずかである．そのためデータによっては

WAIC の順序関係は変わる可能性がありうる．また，σを

ベクトル化することはWAICの低下に大きな影響を及ぼ

していることが明らかである．また，WAIC によるモデ

ルの選択はWAICを適用した中での最良のモデルであり，

選ばれたモデルよりもより良いモデルがないということ

を肯定していないことに注意が必要である． 

 

４．予測分布 

モデルの評価の際にベイズ推論の枠組みでは予測分布

を確認することも重要である．予測分布は定義した事後

分布の下で新たなデータ Y*が得られた場合どのような

値が観測されるのかというものであり，尤度を事後分布

で平均したものがその定義となる（式(12)）． 

𝑝(𝑌∗|𝑌) = ∫ 𝑝(𝑌∗|𝑋) 𝑝(𝑋|𝑌) 𝑑𝑋 (12) 

ベイズ推論ではこの予測分布が真の分布をよく近似する

だろうという仮定を置いている 12)． 

 

表 2．各モデル，測定局毎のWAICの値とその標準

誤差（SE）． 

図 5．沖縄局における各モデルのWAICの値（左）と

与那城局における各モデルのWAICの値（右）)． 

図 6．予測分布のバイオリンプロット（左）と観測デ

ータのバイオリンプロット（右）． 
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WAIC で良いとされたモデルについて，得られた事後

分布を用いて予測分布を計算し，観測データと分布の形

状の比較を行った．予測分布は 9,000 点のサンプリング

を実行した．図 6 に予測分布と観測データのバイオリン

プロットを示す． 

予測分布と観測データのプロットの形状を比較すると

中央値はある程度一致するなど大まかな傾向は再現でき

ているといえるものの，ばらつきが大きな月のデータに

ついては当てはまりが良くない．これは誤差に正規分布

を仮定しているためモデルで表現できる値𝐶𝑚ℎは単峰性

となるが，ばらつきの大きな月では多峰性の傾向がある

ためである．前述した σの議論の際にスカラーからベク

トルに変更して値が増加した月ほど観測データにおいて

多峰性の特徴がみられるのが明らかである．多峰性の原

因は季節の変わり目や気象条件によって生じると考えら

れるため，月と時刻のみを考慮したモデルアプローチで

はこの対処は難しい．これを解決するには，事前の情報

として気象条件をモデルに導入し，大陸性または海洋性

の気団の影響を状態変数としてこれを推定するようなモ

デルを構築すればより良い推定が可能になると思われる

ため今後の課題である． 

 

Ⅳ まとめ 
沖縄県の中部に位置する沖縄局と与那城局の PO デー

タを用いてベイズ推論による PO 濃度のモデルを 4 種類

構築した．パラメータの事後分布について、PO の日内変

動パターン（𝐷ℎ）は 2 つの地点，全てのモデルで 6 時か

ら上昇した濃度は 12－13 時ごろに最大値を示した後

徐々に減少するという動きと推定された．また，𝐷ℎの変

動幅はモデルによって異なるものの，沖縄局で 4.3－

5.1 ppb，与那城局は 1.6－2.5 ppb と推定された．日内変

動の変動幅（𝐵𝑚）について，沖縄局では明瞭な変化が確

認できず，与那城局では夏季に増大する傾向があるもの

の，推定値の不確実性が高いためはっきりとした結論は

出せなかった．季節変動成分（𝐴𝑚）について，3－4 月に

かけて最高値を示した後に減少に転じ，7 月に最低値を

示すという変動が 2 地点及び全てのモデルでみられ，測

定地点の特徴をうまく推定できたと思われる．WAIC に

よる比較では沖縄局ではモデル 4，与那城局ではモデル

2 が良いモデルと評価された．WAIC で良いモデルとさ

れた予測分布と PO 観測データの分布形状を比較すると，

大まかな傾向は捉えているが，観測データにある多峰性

の特徴が予測分布では表現できておらず，この特徴を再

現するためにはモデルの改良が必要なことが示唆された． 
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Ⅵ 付録 

データ整形と MCMC 実行のコードを掲載する． 
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コード 1．解析に使用するデータを整形するコード（1/2）．

  

# 使用するライブラリをインポート 
import glob 
import numpy as np 
import pandas as pd 
 

# 使用するデータは環境データベースの時間値データを使用 
# https://www.nies.go.jp/igreen/tj_down.html 

# 都道府県，年度毎に zip ファイルで取得でき，個々のファイルの概要は以下の通り 
#  j**YYYY_XX.txt 

#   **は都道府県コード(01-47) 
#   YYYYは西暦年（年度） 
#   XXは測定項目番号(01-47) 

#   測定項目番号： 
#   01:SO2，02:NO，03:NO2，04:NOX，05:CO，06:OX，07:NMHC， 
#   08:CH4，09:THC(THCP,THCM)，10:SPM(SPMB,SPMP)，11:SP， 
#   12:PM2.5，21:WD，22:WS，23:TEMP，24:HUM，25:SUN，26:RAIN， 
#   27:UV，28:PRS，29:NETR，31:CAR，41:CO2，42:O3，43:HCL， 
#   44:HF，45:H2S，46:SHC，47:UHC 
# 測定局コードはそらまめくんから参照 
# http://soramame.taiki.go.jp/MstItiran.php 
 

# データフレーム作成関数の定義 
def make_dataframe(pref, item, stcode): 
    ''' 
    指定したフォルダにある全ての年度ファイルから指定した項目をデータフレームに抽出する関数 

    [入力] 

    pref:都道府県コード．文字列で指定．例: '01' 

    item:測定項目コード．文字列で指定．例: '06' 

    stcode:測定局コード．整数値で指定．例: 47211050 

    [出力] 

    df:コードで指定されたデータの入ったデータフレーム 
    '''  
    

    # 都道府県のリスト 
    pref_list = { 

    '01':'01北海道','02':'02青森','03':'03岩手','04':'04宮城','05':'05秋田','06':'06山形', 

    '07':'07福島','08':'08茨城','09':'09栃木','10':'10群馬','11':'11埼玉','12':'12千葉', 

    '13':'13東京都','14':'14神奈川','15':'15新潟','16':'16富山','17':'17石川','18':'18福井', 

    '19':'19山梨','20':'20長野','21':'21岐阜','22':'22静岡','23':'23愛知','24':'24三重', 

    '25':'25滋賀','26':'26京都','27':'27大阪','28':'28兵庫','29':'29奈良','30':'30和歌山', 

    '31':'31鳥取','32':'32島根','33':'33岡山','34':'34広島','35':'35山口','36':'36徳島', 

    '37':'37香川','38':'38愛媛','39':'39高知','40':'40福岡','41':'41佐賀','42':'42長崎', 

    '43':'43熊本','44':'44大分','45':'45宮崎','46':'46鹿児島','47':'47沖縄'} 
 

    # 測定項目のリスト 
    item_list = { 
    '01':'SO2','02':'NO','03':'NO2','04':'NOX','05':'CO','06':'OX','07':'NMHC', 
    '08':'CH4','09':'THC(THCP,THCM)','10':'SPM(SPMB,SPMP)','11':'SP', 
    '12':'PM2.5','21':'WD','22':'WS','23':'TEMP','24':'HUM','25':'SUN','26':'RAIN', 
    '27':'UV','28':'PRS','29':'NETR','31':'CAR','41':'CO2','42':'O3','43':'HCL', 
    '44':'HF','45':'H2S','46':'SHC','47':'UHC'} 
     

    # 例えば作業フォルダの階層に"47沖縄"のフォルダがあり， 
    # その下に"西暦年（年度）"のフォルダ，"測定項目番号"毎のテキストファイルがあると想定 

    # このコードでは同一測定項目のテキストファイル一覧を読み込んでいる 

    # ただし，ただし，西暦年（年度）を抽出する機能は持たせていないため， 
    # 必要なファイルのみフォルダに入れる必要がある． 
    files = glob.glob('{}¥*¥*_{}.txt'.format(pref_list[pref], item)) 
    list = [] 
    for file in files: 

        # SHIFT JIS形式のため，エンコード'cp932'を指定 
        list.append(pd.read_csv(file, encoding='cp932')) 
    df = pd.concat(list, sort=False) 

    df.rename(columns={'測定年度':'fyear', '測定局コード':'stcode', 

                       '測定月':'month', '測定日':'day'}, inplace=True) 
    df.rename(columns={'01h':1, '02h':2, '03h':3, '04h':4, '05h':5, '06h':6, 
                       '07h':7, '08h':8, '09h':9, '10h':10, '11h':11, '12h':12, 
                       '13h':13, '14h':14, '15h':15, '16h':16, '17h':17, '18h':18, 
                       '19h':19, '20h':20, '21h':21, '22h':22, '23h':23, '24h':24}, inplace=True) 

    # 測定局コードを指定して抽出 
    df.query('stcode == {}'.format(stcode), inplace=True) 
    df.insert(5,'year', df.fyear.where(df.month > 3, df.fyear +1)) 
    df = pd.melt(df, id_vars=df.columns.values[:8],var_name='time', 
                 value_name=item_list[item]).sort_values(['year', 'month', 'day']) 
    df = df.astype({'time':'int64'}) 
    return df 
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コード 2．解析に使用するデータを整形するコード（2/2）． 

 

# データフレーム処理関数の定義 
def calc_po(OX, NO2, NOX): 
    ''' 

    3つのデータフレームをまとめポテンシャルオゾンを算出 

    [入力] 

    OX:オキシダントのデータフレーム 

    NO2:二酸化窒素のデータフレーム 

    NOX:窒素酸化物のデータフレーム 

    [出力] 

    PO:ポテンシャルオゾンのデータが入ったデータフレーム 
    ''' 
     

    # OXのデータフレームに NO2，NOXから抽出した列を結合 
    PO = pd.concat([OX, NO2.NO2, NOX.NOX], axis=1) 

    # 9998，9999などの欠測コードを欠測値 nanに変換 
    PO = PO.replace([9997, 9998, 9999], np.nan) 

    # ポテンシャルオゾンを計算し列 PO を追加 
    PO = PO.assign(PO = PO.OX + PO.NO2 - 0.1 * PO.NOX) 

    # 欠測値が含まれる行を削除 
    PO = PO.dropna() 
    return PO 
 

# 沖縄局(47211050)のデータ作成 

# OX ファイルからデータフレームを作成 
df = make_dataframe(pref='47', item='06', stcode=47211050) 
 

# NO2 ファイルからデータフレームを作成 
df2 = make_dataframe(pref='47', item='03', stcode=47211050) 
 

# NOX ファイルからデータフレームを作成 
df3 = make_dataframe(pref='47', item='04', stcode=47211050) 
 

# ポテンシャルオゾンのデータフレームを作成 
df = calc_po(df, df2, df3) 
 

# 平均・標準偏差を計算してデータを正規化し列を追加 
mean = df.loc[:, 'PO'].mean() 
std = df.loc[:, 'PO'].std() 
df = df.assign(PO_n = (df.PO - mean) / std) 
 

# csv形式で必要な列のみ保存 
df.to_csv('okinawa_PO.csv', columns=['year', 'month', 'day', 'time', 'PO', 'PO_n'], 
          encoding='cp932', index=False) 
 

# 与那城局(47322010)のデータ作成 
df = make_dataframe(pref='47', item='06', stcode=47322010) 
df2 = make_dataframe(pref='47', item='03', stcode=47322010) 
df3 = make_dataframe(pref='47', item='04', stcode=47322010) 
df = calc_po(df, df2, df3) 
 

# 平均・標準偏差を計算してデータを正規化し列を追加 
mean = df.loc[:, 'PO'].mean() 
std = df.loc[:, 'PO'].std() 
df = df.assign(PO_n = (df.PO - mean) / std) 
 

# csv形式で必要な列のみ保存 
df.to_csv('yonashiro_PO.csv', columns=['year', 'month', 'day', 'time', 'PO', 'PO_n'], 
          encoding='cp932', index=False) 
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コード 3．MCMC を実行するコード（沖縄局のモデル 1 のみ掲載）． 

 

# このコードを Google Colaboratory上で実行するには ArviZの未インストールと 
# pandas と PyMC3およびそのバックエンドで動く ArviZのバージョンが対応していないことが問題となるので 
# !pip install pandas==0.24.2 
# !pip install arviz==0.5.1 

# とコード実行前にバージョンを指定してライブラリをインストールしておく必要がある． 
 

# 使用するライブラリをインポート 
import numpy as np 
import pandas as pd 
import theano.tensor as tt 
import pymc3 as pm 
 

# データの読み込み 
df = pd.read_csv('okinawa_PO.csv', encoding='cp932') 
 

# データを月と時間でリストにまとめる 
Omh = [] 
for i in range(1, 13): 
    sublist = [] 
    for j in range(1, 25): 
        sublist.append(df.query('month == @i & time == @j')['PO_n'].values.tolist()) 
    Omh.append(sublist) 
 

# パラメータの次元を設定 
m = 12 
h = 24 
 

# モデルを定義 
model = pm.Model() 
with model: 
    Am = pm.Uniform('Am', -30, 30, shape = m) 
    pre_Bm = pm.Uniform('pre_Bm', 0, 10, shape = m-1) 
    Bm = pm.Deterministic('Bm', tt.concatenate([tt.ones(1), pre_Bm])) 
    pre_Dh = pm.Uniform('pre_Dh', 0, 30, shape = h-1) 
    Dh = pm.Deterministic('Dh', tt.concatenate([pre_Dh[:5], tt.zeros(1), pre_Dh[5:]])) 
    sigma = pm.Uniform('sigma', 0, 10) 
    Cmh = pm.Deterministic('Cmh', Am[:, None] + Bm[:, None] * Dh[None, :]) 
    likelihood = [pm.Normal('O_{}_{}'.format(k, n), mu=Cmh[k][n], 
                           sd=sigma, observed=Omh[k][n]) for k in range(m) for n in range(h)] 
 

# MCMCの実行 
n_draws = 30000 
n_chains = 3 
n_tune = 5000 
with model: 
    trace = pm.sample(draws=n_draws, chains=n_chains, tune=n_tune, nuts_kwargs=dict(target_accept=0.9)) 

print(pm.summary(trace[::10])) # trace[::10]は 10点毎のサンプリングのための間引き操作 
 

# 標準モジュール pickle をインポート 
import pickle 

# 後からでも作業できるように実行結果を保存 

# モデルの保存 
with open ('okinawa_PO_model1.pkl', 'wb',) as f: 
    pickle.dump(model, f) 

# 10点置きに間引きした MCMCサンプルの保存 
with open ('okinawa_PO_model1_trace.pkl', 'wb',) as f:  
    pickle.dump(trace[::10], f) 
 

# PyMC3の summary関数には中央値の出力機能がないので関数を作成 
def trace_quantiles_50(x): 
    return pd.DataFrame(pm.quantiles(x, [50])) 
 

# summary関数の出力結果を csv形式で保存 
summary = pm.summary(trace[::10]) 
median = pm.summary(trace, stat_funcs=[trace_quantiles_50]) 
summary = median.join(summary) 
summary = summary.rename(columns={50:'median'}) 
summary.to_csv('okinawa_model1_summary.csv') 
 

# 正規化の逆処理の準備 
mean = df.loc[:, 'PO'].mean() 
std = df.loc[:, 'PO'].std() 
 

# 正規化と逆の処理を行い，処理後の MCMCサンプルを csvで保存 
df2 = pm.trace_to_dataframe(trace[::10]) 
am = df2.iloc[:,0:12] * std + mean 
bm = df2.iloc[:,12:35] 
dh = df2.iloc[:,35:82] * std 
s = df2.iloc[:,82:83] * std 
cmh = df2.iloc[:,83:371] * std + mean 
df3 = am.join([bm, dh, s, cmh]) 
df3.to_csv('okinawa_PO_model1_trace.csv') 
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